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RESUMEN

La inteligencia artificial es una disciplina que comprende
un espectro amplio de funcionalidades, entre las que se
destaca el analisis de las imdgenes digitales. Particular-
mente dicha drea, ha tenido un desarrollo exponencial en
la dltima década fomentado por los avances en el deep
learning. Innovaciones que han repercutido directamente
en laimagenologfa, donde uno de los sustratos principales
representa el andlisis de imdgenes con fin diagndstico.
Los objetivos principales de la inteligencia artificial abar-
can desde el auxilio al médico radiélogo, la optimizacion
de la imagen, reconocimiento de estructuras, segmenta-
cién de lesiones, hasta la transcripcion del informe.
Todas ellas comparten amplio potencial de impacto en la
especialidad y por ende en la medicina, donde el rol de
la radiologfa es cada dia mas preponderante.

En esta revisién, analizaremos publicaciones recientes,
articulos de trabajos multidisciplinarios que se han desa-
rrollado a nivel mundial; asi como aplicaciones probadas
en radiologia, basadas en inteligencia artificial.
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INTRODUCCION

La inteligencia artificial (IA) posee un sitial preponderante en
la imagenologia, puesto que su sustrato principal es el andlisis
de imégenes digitales. Esta disciplina se sigue desarrollando
en forma vertiginosa y viene traspasando la frontera del cam-
po experimental al uso clinico diario. Esto en parte a que
la asequibilidad de hardware cada vez mas poderosos ha
permitido transformar en realidad miltiples proyectos, que
teéricamente, bajo los lineamientos convencionales informa-
ticos hubiesen sido muy dificiles de lograr. [1]

La IA se puede definir como el campo de estudio de los
dispositivos inteligentes, que son aquellos agentes definidos
como los que perciben su ambiente y toman acciones para
maximizar su chance de cumplir objetivos. El término “inte-
ligencia artificial” fue acufado por John McCarthy en 1956
haciendo alusién a “la ciencia e ingenio de hacer maquinas
inteligentes”. Coloquialmente aplicarfa cuando un dispositivo
mimetiza las funciones cognitivas que los humanos entienden
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inherentes a las mentes humanas, como el aprendizaje
y la resolucion de problemas. Lo que se comprende
como inteligencia artificial convencionalmente, en su
todo, engloba lo que refiera al desarrollo y disefio de
sistemas computarizados que intenten realizar una
tarea propia entendida culturalmente como propia
de los seres humanos (ejemplo: la resolucién de
problemas). Representa el andlisis formal y la teorfa
detras del comportamiento humano ante distintos
problemas. [2] Se basa en el analisis formal y estadistico
del comportamiento humano.

Es controversial el limite del campo de estudio de
la inteligencia artificial, en lo que concierne a qué
se define como inteligencia artificial (IA). A medida
que el campo de la informética ha avanzado; tareas
antiguamente consideradas como “requerientes de
inteligencia” se han ido removiendo de la definicién
conforme se han asimilado mejor sus mecanismos y
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sus problemas han sido formalizados.

Su utilidad en la imagenologia se puso en boga debido
al desarrollo de la deep learning (aprendizaje profundo),
rama de la IA que se basa en el desarrollo de redes neurales
artificiales a las que se les “ensefia” al brindar data y cuya
eficacia aumenta conforme aumenta su aprendizaje. [3]
Con el mejor desarrollo de los hardware, la mayor capaci-
dad de las unidades de procesamiento; muchos modelos
basados en deep learning comenzaron a demostrarse
mas eficaces en lo concerniente al reconocimiento de
imagenes, que los basados en inteligencia artificial “con-
vencional”- no supervisada. El aprendizaje se realiza
basandose en datos empiricos y se centra en el estudio de
mecanismos adaptativos que permitan comportamiento
inteligente de sistemas cambiantes y complejos.

Los problemas o metas tradicionales que abarcan el campo
de la inteligencia artificial (IA), incluyen: razonamiento,
planificacién, aprendizaje, procesamiento natural del
lenguaje, percepcién y habilidad para manipular objetos.
Por algtin motivo, de todas dichas funciones de la IA; el
reconocimiento de estructuras en imagenes digitales no
s6lo ha de ser una prometedora herramienta; sino que
con el entrenamiento adecuado es considerablemente
mejor que el reconocimiento humano. Esto implica un
punto sensible en la imagenologia; donde la inteligencia
artificial traerd cambios sustanciales en el rendimiento
y las formas de trabajar del médico radiélogo. Si bien
nuestra especialidad hoy dfa, es el arquetipo de que tan
lejos puede llegar la IA en la medicina, no es la primera
ni serd la Gltima de las alteradas.

Aunque es muy dificil especular a largo plazo en terreno
de la informatica, si lo podemos hacer en corto plazo; y
ya en ese panorama se prevé a la imagenologfa franca-
mente modificada por el uso de modelos y softwares de
IA aplicados a sus técnicas. Es por eso que en recientes

revisiones del American Journal of Radiology (AJR) se ha
postulado que a 10 afios los radiélogos no seran sustituidos
por la inteligencia artificial, pero es muy probable que los
radiélogos que manejen inteligencia artificial comiencen
a sustituir a los que no la manejen. [4]

CLASIFICACION

A groso modo, el machine learning posee dos grandes
subdivisiones; el aprendizaje no supervisado y el super-
visado. Nos centraremos en este (ltimo, de mayor interés
en nuestra especialidad:

El aprendizaje supervisado representa los postulados con-
vencionales de la IA sumado al desarrollo interactivo; es
decir, aprendizaje basado en modificaciones interactivas
en los sistemas de conexiones. El deep learning es un
método basado en supervision que utiliza una arquitec-
tura especifica que remeda una red neural. El poder de
esta técnica se basa en su escala y habilidad para auto-
maticamente extraer caracteristicas relevantes frente a
un problema. En el pasado reciente, la construccién de
un sistema de inteligencia artificial convencional llevaba
mucho tiempo de inversion en la creacién, produccion y
correccién de algoritmos, y esto es lo que Gltimamente ha
cambiado, haciéndose cada vez mads realizable.

El deep learning pone énfasis en la data que es brindada 'y
etiquetada al sistema. Permite que éste la digiera en redes
que arquitecténicamente se disponen emulando las capas
del cortex de los mamiferos, haciendo sus conexiones las
veces de interneuronas que enlazan las mismas. Por ejem-
plo, en los sistemas de reconocimiento facial generados,
muchas de las caracteristicas que priorizan los sistemas son
similares a las del cortex visual de los mamiferos. La red,
sustrato del deep learning, se compone de distintas capas,
con interconexiones y una direccién en la que los datos
se propagan por cada capa con una tarea especifica. [5]

Figura 1

Mapa de la inteligencia
artificial-machine learning.
Comprende los subgrupos de
aprendizaje no supervisado
y supervisado. Dentro del
aprendizaje supervisado

estd demarcado el grupo de
deep learning, en el que nos
adentraremos puesto que es
el que ha demostrado tener
mayor impacto en radiologia.
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DISECCION DEL DEEP LEARNING
LAS REDES CONVOLUCIONALES

En el deep learning se han suplantado los modelos con-
vencionales “ a mano” por las redes convolucionales. Las
redes convolucionales se usan para procesar imagenes.
Hoy en dia existen grandes avances en sus funciones, para
deteccion de objetos y clasificacion de imagenes en ge-
neral, ya que pueden aprender relaciones entrada-salida;
siendo la entrada una imagen y la salida una etiqueta. De
ahf la preponderancia que su desarrollo puede tener en
el campo de la radiologia.

Se toma una imagen digital de un medio diagnéstico,
supongamos, formato DICOM. Dicha imagen serd parti-
cionada en miles de trozos que cada neurona del sistema
analizard por separado. El sistema basado en aprendizaje
profundo, comprende la actividad de diversas capas, cada
una con sus funciones que iran priorizando y asignandole
pesos a cada caracteristica de la imagen obtenida. Esa in-
formacion se resume, se procesa y se brinda un resultado.

Profundizaremos los lineamientos generales que com-
ponen un sistema de deep learning, realizando una
analogia con las funciones cognitivas del humano en el
reconocimiento de imagenes. A grandes rasgos debemos
saber que cualquier sistema basado en deep learning
comprende unos 5 niveles. El nivel primero de input o
aferencia, la capa de convolucién, activacion, el pooling
y la interconexion. [6] Resefaremos cada nivel, cual di-
seccion, haciendo alusion al paralelismo con la estructura
o funcién biolégica que representa.

Figura 2

Podemos apreciar el primer nivel de neuronas que
reciben la aferencia, las cuales envian una sefal
(sinapsis) a otra capa de neuronas que pondera la
informacién segtn las caracteristicas deseadas. Una
red de interneuronas “ocultas” basadas en modelos
no-lineales, determinan una nueva respuesta

en funcién de los pesos recibidos que en dltima
instancia dard con un output o resultado.

La imagen- la aferencia: La imagen radiolégica que quiero
analizar no es mas que un conjunto de voxeles o pixeles
con distintas intensidades que se representan en la escala
de unidades Hounsfield. Este material representarfa el
input, es decir la aferencia. Cada véxel llegara a una neu-
rona, que reproduciendo nuestro modelo humano harfa
las veces de una célula del cértex visual. Cada neurona del
modelo tiene un valor numérico asignado y cada unién
entre las mismas representa un peso. Los pesos, parodian
las conexiones de las interneuronas, puesto que conectan
neuronas en distintas capas y representan la fuerza de la
conectividad. Cada neurona tiene varias entradas y mul-
tiples salidas. Como veremos mas adelante, la neurona
esta determinada por pesos y no linealidad; cada entrada
se multiplica en funcién de un peso sinaptico.

Las “neuronas” y su rol- las redes feed-forward: Las redes
feed-forward, son la unidad bésica funcional de los siste-
mas deep, capaces de aprender relaciones entrada-salida
a partir de infinitos ejemplos. Se forman de muchas
neuronas simples interconectadas entre si.

Es decir, en este campo de redes enlazadas, el objetivo de
las redes serd activarse para determinar una respuesta o
output, que serd posible a través de funciones no lineales.
Es decir, las respuesta se basaran en funciones que no
implican necesariamente sumas simples, sino mas bien
modelos de multiplicaciones matriciales.

Las redes arquitecturales para una aplicacién especifica no
son siempre tan obvias. Existen capas de “redes ocultas”
que tienen neuronas que tienden a superar en nlimero a
las neuronas que procesan el input o output. Estas redes
ocultas son las encargadas de procesar la informacién,
haciendo sopesar las distintas probabilidades de a qué
puede corresponder una imagen. Poniendo un ejemplo,
si uno quisiese procesar una imagen de una tomografia de
craneo para que un modelo determine si hay hemorragia
o0 no; para el output o resultado final, necesitaremos dos
capas de neuronas que me determinen: “hemorragia si” o
“hemorragia no”. Sin embargo, para llegar a ese resultado

B ARTICULO DE REVISION / Dres. FAguirre, L. Carballo, X. Gonzilez, V. Gigirey. 49




final, se debe pasar por un nimero de redes mayores
que van determinando las caracteristicas ensefiadas para
interpretar la existencia de hemorragia.

La arquitectura de interconexiones neurales- redes con-
volucionales: El traspaso de la industria de la radiologfa,
de pensar en términos de redes simples a redes convo-
lucionales fue muy importante; *9+685ya que, en los
modelos de redes simples, los pesos se hacen demasiado
fuertes para analizar una imagen estandar. Por ejemplo,
s6lo con imégenes de matrices tipicas de 256 x 256, que
equivaldrfan a 65,536 voxeles; en una pasada de 1 corte,
mas de 4 billones de pesos se requerirfan para imple-
mentar una sola capa enteramente conectada. Las redes
convolucionales calzan justo a la imagenologfa, porque en
lugar de estas conexiones completas se aplican pequefios
kernels o nicleos que ayudan a disminuir los pesos reque-
ridos, por ende, la complejidad del sistema. Los kernels
son pequenas unidades, resimenes que constituyen una
parte fundamental del sistema operativo al aplicarse a
cada imagen ya que determinan la posicion de la imagen
para determinar el valor de la siguiente capa. En otros
términos, emulan la abstracciéon, tratando de resumir,
esconder la complejidad de la imagen; proporcionando
una interfaz limpia y uniforme, facilitindose el uso del
programa. Este proceso mimetiza la férmula matematica
de la convolucién, de ahi su nombre.

Figura 3

Las imagenes de recuerdos que guardamos en nuestra
memoria y su verdadero vinculo con las imagenes ob-
tenidas en vida real, han sido campo de estudios por
investigadores que postularon los principios denominados
del “modelo cuadratico convolucionado”. [6] Serfa impo-
sible fijar en la memoria cada milisegundo de percepcién
de nuestras vidas con cada “pixel” o detalle de nuestra
imagen visualizada. La convolucién, en este caso, es una
operacién que tendria correlato con lo que naturalmente
realizarfamos los humanos y nos permitirfa reservar recuer-
dos de imagenes, mediante un promedio de pixeles con
pesos asociados a una vecindad establecida. Es decir, en
término fotograficos, aplicariamos una mascara a nuestra
percepcion o aferencia visual que llega a nuestro cértex;
resumiéndola en un formato compatible para guardarla
a corto o largo plazo.

La educacién del sistema- plasticidad neuronal: Cémo
mencionamos la veta esencial en los modelos deep lear-
ning se corresponde al entrenamiento. Tan es asf, que, si
disecaramos el cerebro de un sistema de procesamiento
de imagenes, encontrariamos que el 50%-60% de las neu-
ronas estan abocadas al entrenamiento, con un restante
30-40% y 10% aproximadamente, que se utilizan para
validacién y testeo respectivamente.

El sistema se debe entrenar y probar con un conjunto
de datos; dénde cada uno representa una entrada y una

Representacion esquemadtica de la operaciéon matemdtica convolucion, la
base operacional detrds de las distintas aplicaciones de reconstruccion que el

radiélogo utiliza a diario.

En este ejemplo demostrativo se agrupan pixeles o véxeles de una imagen, con
distintas densidades que en este caso se promedian. Las convoluciones, no
necesariamente implican medias como en éste figura; también son la base detrds
de las reconstrucciones de méaxima intensidad (MIP) o proyecciones de minima
intensidad (mini IP). En dichos casos, se agrupan un conjunto de véxeles de la
imagen cruda multiplanar; obteniéndose como resultado una imagen con los
voxeles de densidad médxima de una regién o los voxeles de densidad minima de
una regién, respectivamente.
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salida. Los datos forman parte de tres grupos:

El conjunto de datos de entrenamiento: permiten obtener
los pesos de una red dada, calibrar los parametros.

Los datos de validacién: permiten comparar el desempefo
de las distintas arquitecturas de red; lo que se conoce como
el ajuste de hiperpardmetros.

El conjunto de datos de prueba: permite estimar el des-
empeiio de la red en datos futuros, el mejor modelo es
probado aqui.

El sistema es entrenado y la eficacia del método va en au-
mento. A mayor cantidad de casos, de imagenes, mayor la
experiencia del modelo. [7]

Un imagendlogo experiente, vastamente entrenado, es
probablemente mas capaz de diagnosticar con precisién
los signos de isquemia precoz en una tomografia de crdneo
frente a un imagendlogo residente en su primer afio de curso.
Esto se debe a que para una misma tarea, el imagenélogo
experiente ha logrado “tejer” redes que funcionan con mayor
eficacia y velocidad, por concepto de repeticién espaciada
de sinapsis. Estos cambios de neuroplasticidad, que hacen
la educacién y experiencia, afinan la funcionalidad de de-
terminadas redes, asi como también el nimero de neuronas
potencialmente involucradas en dicha tarea. Permiten que
uno ejecute una funcién con menor error.

Data augmentation- entrenamiento de las redes: si un
modelo de deep learning se entrena en pocos ejemplos;
su capacidad de prediccién serda mala. Antes de comenzar
el entrenamiento, es necesario elegir los pesos iniciales. Es
decir, el valor de cada neurona; que estara dado en funcién
del nimero de entradas. Una vez asignados los pesos de cada
neurona se comienza a planificar la educacién del modelo,
fase conocida como entrenamiento. En primer lugar, debo
contar con un conjunto de “datos de entrenamiento”, éstos
seran de suma importancia, pues moldearan los parametros

Figura 4

de las redes. Cuantos mas casos cargue como entrena-
miento, mayor la eficacia del modelo. Los casos se usan
para entrenar modelos. En un principio, las predicciones
seran pobres. conforme aumenta el nimero de casos,
aumento la eficacia del modelo.

Aparte del pool de casos de entrenamiento, existen
ciertos métodos que ayudan a mejorar la eficacia
independientemente del n recolectado. Es el proceso
conocido como data augmentation en el cual, provo-
cando simples variaciones que emulen errores artificia-
les, puedo entrenar al sistema con un mismo caso en
distintas oportunidades. Una de las formas principales
consiste en hacer rotar en distintos angulos a la misma
imagen, o cambiarla de posicién dentro de un mismo
campo; y eso determina que el sistema aprenda a
reconocer el objeto de estudio independientemente
de su posicién por ejemplo. [7] Esto es de crucial im-
portancia en el reconocimiento visual de tomograffas
o radiograffas. En estudios experimentales del campo
de la radiologfa pediatrica, respecto al diagnéstico de
edad ¢ésea; radidlogos hallaron que la alineacién de
una misma imagen en distintos angulos determinaba
cambios significativos en la prediccion, si el sistema
no habfa sido correctamente ensefiado respecto a eso.
Lo mismo podria aplicar, si hacemos que la imagen
diagnéstica se encuentre en distintas posiciones del
FOV (field of view).

Podemos definir entonces al data augmentation como
el método que mejora la performance del pool de data;
ensefiandole ademds a prevenir fallos independiente-
mente de la direccién respecto a un plano x-y, o una
imagen ligeramente estrechada o ensanchada. Pero,
por contrapartida, debemos tener en cuenta que estos
métodos requieren de un equilibro. Si abuso de “ense-

Representacion esquematica, de una red neural estindar a izquierda con todas las posibles
combinaciones entre las capas de neuronas e interneuronas.

A derecha, luego del “dropout” autogenerado por el entrenamiento del sistema, proceso que
remeda la plasticidad neural. Como podemos apreciar, se simplifica la comunicacién entre redes
elimindndose vias de nula o escasa utilizacién durante el aprendizaje.
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Aar” excesivamente un mismo caso al modelo, en todas
las potenciales variantes que se me ocurran en cuanto a
cambios en direccién, posicién, etc; corro el riesgo que el
modelo fije disfuncionalmente dicho caso, siendo génesis
de errores de concepto. Este eventual error del sistema
de deep learning es conocido como overfitting, y refiere
a que el modelo toma ciertas variaciones aleatorias del
caso como propias, determinando un ruido que impacta
en forma negativa para el modelo cuando tome nueva
data. En contraposicién, el underfitting refiere a la escasez
de entrenamiento con la data recolectada el modelo. La
problematica de ambos problemas de entrenamiento,
se da en que a ciencia cierta es dificil establecer cuando
un modelo esta sufriendo problemas de over o de un-
derfitting; si bien, éstos dltimos pareciesen ser los mas
facilmente solucionables.

La regularizacién del modelo deep learning- el entre-
namiento: Los postulados de la regularizaciéon consisten
en minimizar una funcién de pérdida. El aprendizaje no
sé6lo se hace de la reiteracién de patrones de activacién
que posibilita una reestructuracién de ciertas conexiones
“sinapticas” sino que también de la debilitacién de las que
no se usan o se utilizan menos. Cierra entonces por com-
pleto el modelo iterativo remedando también el olvido o
debilitamiento de las sinapsis de capacidades raramente
usadas. Se trata de agregar términos extra a la funcién de
pérdida. Permite mejorar la capacidad de generalizacién.
Un porcentaje de las neuronas se desconectan en cada
iteracién del entrenamiento. Es asi como se mejora la
generalizacién de la red.

Lo interesante del asunto radica en que al ir pasando el
conjunto de datos de entrenamiento varias veces por el
modelo (looping), voy también aumentando la eficacia
del mismo ya que reafirma sus aciertos y fija sus errores.
Esto parte de la base que yo conozco de antemano el
output o gold standard de los casos que pretendo el sis-
tema me resuelva. Mediante las iteraciones se reforzaran
los aciertos y se penalizardn los errores. Esto podremos
cuantificarlo literalmente en un coeficiente denominado
“cost function”, un indicador que desnuda que tan cerca
el modelo estd de la realidad de base, es decir el indice
de correlacionamiento entre x con vy. Este valor de cost
function intentaré llevarlo a lo més bajo posible, mediante
las sucesivas iteraciones. Y asi serd como monitorizaré en
un principio la eficacia de mi modelo durante el entrena-
miento, partiendo de una base o status quo con alto error,
que mejoraré luego de varias reiteraciones destinadas a
disminuir el mismatch o porcentaje de error.

Una vez que se ha optimizado el modelo, hay ciertos
hiperpardmetros que debo ajustar. El ajuste de estos para-
metros es la segunda parte del entrenamiento, y es lo que
se denomina la fase de validacién. Es menester proponerse
un valor adecuado de cost function como meta, el cual
como deciamos debe ser bajo si pretendo un modelo de
prediccion. Para el terreno de la radiologfa, usualmente
se utiliza como error la raiz de la media cuadratica entre
lo predicho, las imagenes de referencia y los indices de
similitud. [8]

APLICACIONES DE IA EN RADIOLOGIA

El espectro de aplicaciones es sumamente alto, y es
obvio que a mayor complejidad de la tarea, mas lejos
se estd de obtener resultados avalados por la evidencia
compatibles con una labor asistencial a escala global.
De menor a mayor complejidad, podemos enumerar las
cuatro grandes dreas objetivos de la inteligencia artificial
en la imagenologfa:

1) Funciones de asistencia del trabajo del radi6logo.
2) Optimizacion de la técnica radiolégica.

3) Segmentacion y deteccién de lesiones.

4) Diagnéstico basado en imagenes.

Estas cuatro dreas objetivo de IA en el trabajo del radiélogo
estdn formadas de realidad y proyecciones que no han
visto luz fuera del campo experimental. La importancia
del crecimiento en estas dreas no hay que comprenderla
exclusivamente desde la l6gica de contraparte o amenaza
en el mercado laboral del médico radiélogo, sino como
una alternativa. Es complemento al trabajo rutinario del
imagendlogo; en cuanto a los aportes de conocimiento
que nutriran la especialidad y como fin Gltimo, irdn en
pos de una evolucién en calidad diagnéstica. Es decir, una
mas correcta asistencia del paciente mediante diagnésticos
mas certeros.

Cémo apreciamos, las dreas son diversas, desde la indica-
cién del estudio por los clinicos, la mejora en la calidad de
las imagenes, la reconstruccién de voliimenes, la deteccién
de lesiones sospechosas, el andlisis diagnéstico, llegando
hasta la meta méxima que serfa la transcripcion de un
informe en forma automadtica a partir de la obtencién
del estudio. Y existen trabajos que aplican tanto para
tomograffa computada (TC), resonancia magnética (RM)
y tomografia por emisién de positrones- PET.

1) Funciones de asistencia del trabajo del radi6logo.

Las potenciales aplicaciones en los campos de la radiologfa
comienzan desde la indicacion del estudio. Luego que un
estudio se solicita, deben aplicarse ciertos protocolos y una
planificacion especifica, en cuanto a decidir si el estudio
debe o no llevar contraste, y en qué secuencias o fases
adquirir acorde al dato clinico. Cuestiones tales como la
bisqueda de creatininemia reciente, datos patronimicos,
antecedentes relevantes, atopfas, intervenciones previas
y cuadro actual; comprenden la minima y mandatoria
anamnesis del estudio radiolégico. Dichas indagaciones si
bien pueden llevar cuestién de minutos para cada paciente
a estudiar, en el global; determinan pérdidas de tiempo
consistentes. Este tema no ha escapado de la vista para
los sistemas de salud que funcionan a escala industrial, y
son basados en seguros altamente sensibles a los gastos
dependientes en tiempos del profesional imagendlogo.

El objetivo de estas aplicaciones podemos englobarlos en
la construccién de un puente electrénico a disposicion del
médico imagendlogo y técnico, que permita resumir una
historia clinica electrénica; destacando los datos relevantes
y sugiriendo una planificacion especifica de estudio para
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dar informacién de interés tanto al clinico, al técnico y al
médico radiélogo.

La ventaja en esta primer drea de asistencia al trabajo
del imagendlogo podemos encontrarla en que ya existen
un montén de herramientas para la compresién de texto
desarrolladas originariamente para otros fines, que permi-
ten clasificar y priorizar informacién relevante, de entre
muchos datos; con una rapidez inusitada y un margen de
error menor al humano. En la actividad diaria sabemos
que no es infrecuente la omisién de detalles de interés en
las historias personales de los pacientes, sobre todo con
antecedentes clinicos relevantes y tendencia al multi-es-
tudio. Estos desarrollos podrfan dar una gran ventaja a las
grandes organizaciones mutuales, no sélo desde el punto
de vista logistico reduciendo tiempos de adquisicién entre
pacientes, sino también previniendo errores aliterativos.
Mejorando la interpretacién de cada historia, se buscarfan
solicitudes més adecuadas y un outcome asistencial de
mas efectos positivos para el usuario.

2) Optimizacién de la técnica radiolégica.

Las bases de los métodos de deep learning pueden uti-
lizarse en la mejora de la performance de los algoritmos
de reconstruccién y la calidad de imagen. Los marcos de
trabajo del deep learning son capaces de “entender” los
principios de la reconstruccién en tomograffa y resonancia
magnética.

Todos los conjuntos de datos virtuales crudos de cada
técnica radiolégica, son pasibles de procesamiento por
modelos de deep learning que eventualmente mejoren
la calidad de la imagen. Del afio 2015 a esta parte, ha
tomado relevancia la cantidad de estudios multidiscipli-
narios que buscan encontrar relaciones entre distintas se-
cuencias de resonancia magnética. Modelos que basados
en |A, con datos de una secuencia a adquirida ayudan a
“predecir” informacién para una secuencia b por adquirir.
La importancia de lograr esto radicarfa en maximizar los
tiempos de estudio de un paciente en resonador, en pleno
apogeo de secuencias que dfa a dia surgen para distintas
indicaciones clinicas.

Un ejemplo muy representativo lo ha llevado a cabo
un grupo de ingenieros y médicos en Munich, que han
estudiado la composicién de las imagenes de difusién
en resonancia, mediante una gran base de datos de pa-
cientes. Han intentado delimitar una suerte de relacién
estadistica entre secuencias clasicas y difusién, delineando
la curtosis, la dispersién de la relacién entre las distintas
imagenes. Mediante redes convolucionales, y basados
en principios de anisotropfa, han tallado un modelo que
permite ayudar a predecir una imagen de difusién con
bastante rendimiento, requiriendo menos data points, es
decir menor censo de las sefiales por parte del equipo,
lo que se traduce en menos tiempo de adquisicién en el
marco de una secuencia que alarga significativamente el
estudio. Esto llevado a la préctica es un hecho no menor, si
tenemos en cuenta tiempos de anestesia a los que deben
someterse pacientes complejos, graves, que no cooperan;
o incluso pacientes pediatricos. [9]

Uno de los conceptos tal vez mas incomprendidos incluso

por los propios protagonistas en la radiologfa en general,
es el del espacio k. Este refiere al conjunto de datos o
informacién captada, que mediante un proceso mate-
matico complejo (la transformada de Fourier), se deviene
en forma estandarizada como resultado final, en una
imagen contrastada en escala de grises. Hoy dia existen
trabajos que combinan los modelos de deep learning para
el relleno y procesamiento del espacio k en resonancia
magnética, mejorando la calidad de imagen y aumentando
la velocidad de adquisicién.

También dentro del campo de la optimizacién técnica
de la imagen en resonancia, se encuentran procesos que
basados en metodologfas similares, intentan simular ima-
genes de 7 Tesla, obtenidas en equipos de 3 Tesla. [10]
Otro concepto prometedor que implicarfa a su vez un
eventual desarrollo en TC, en forma anéloga, es la trans-
cripcién de una férmula cercana a la relacién de no-linea-
lidad entre las imagenes de un mismo estudio en baja y
alta resolucién. Equipos colaborativos entre universidades
chinas y americanas, han logrado desarrollar un modelo
acercado a una aproximacién matematica de dicha rela-
ci6n. Utilizan modos que permiten mejorar los ruidos y
artificios de las imagenes de baja resolucién, con mejor
rendimiento que técnicas convencionales. Inspirados en el
uso protagénico de las redes convolucionales en el deep
learning, éste modelo ha sido aplicado preferentemente
a TC y ha arrojado como conclusién constituir un pilar
conceptual importante para estimular los modelos en baja
dosis. En este caso, no s6lo contarfamos con la ventaja de
mejorar una imagen potenciando los recursos técnicos y
fisicos disponibles; sino que también estarfa el beneficio
latente de evitar mas cantidad de radiacién innecesaria
a los pacientes. [11]

3) Segmentacién y deteccion de lesiones.

El leitmotiv del radi6logo gira en torno a la segmentacién
de estructuras anatémicas y delimitacién de lesiones o
aéreas patolégicas. En el presente, las principales metas
de la IA se encuentran volcadas y en pleno apogeo a que
los sistemas comprendan las imagenes visualizadas de un
estudio y diferencien lo sano de lo patolégico. El deep
learning se ha mostrado sumamente adecuado respecto a
procesos en los que se le ensefia a delinear una estructura
anatémica normal o lesién, “dibujando” sus contornos
digitalmente.

APLICACIONES ACTUALES EN RADIOLOGIA

a) Deteccion de micro hemorragias y hemorragias
cerebrales

Representa una de las tareas que por su frecuencia es muy
relevante en el contexto de estudios de resonancias de
craneo, en pacientes con comorbilidades cardiovascula-
res o de otro tipo. Su deteccién, es un proceso laborioso
realizado en forma manual por el radiélogo, que en el
global, consume un tiempo no insignificante. Existen varios
trabajos en la formacién de herramientas que permitan
la deteccién automatica de hemorragias cerebrales, este
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reviste de importancia, no solo en el auxilio diagnéstico
al médico radiélogo; sino también como eventuales siste-
mas de “triage”, dénde al detectarse sangrados en forma
automatica se priorizarfa la lectura del caso patolégico en
la cola de estudios.
Un estudio mul-
tidisciplinario chino, posee
conclusiones positivas, res-
pecto a un sistema creado
para deteccién y cuantifi-
cacién automatica de micro
hemorragias que analiza los
volimenes de resonancia,
mejorando por amplio mar-
gen la performance respecto
a otros métodos asentados
en andlisis 2D. Se logré una
alta sensibilidad de detec-
cién automatica de micro-
hemorragias, estipulada en
93.16%; con un promedio
de apenas 2.74 falsos positi-
vos por paciente. [12]

b) Segmentacion de lesiones isquémicas

El objetivo de segmentacion y deteccién de patologia is-
quémica mediante IA, no debe considerarse livianamente
supeditado a un mero juicio u “opinién” virtual. Es una
herramienta que en su buen uso, mediante el adecuado
aval de evidencia puede auxiliar la toma de decisiones
terapéuticas. Se puede colaborar en el consenso de accio-
nes, en terrenos que son muy laxos y que si bien tienen
pautas y protocolos basados en evidencia, presentan al
momento de accién; un amplio espectro de variabilidad
interpersonal.

Se entrenaron redes convolucionales para predecir el
resultado de uso de fibrinoliticos en el ACV agudo. Para
ello, con una base de datos algo mayor a 200 pacientes
con ACV agudo, se contrasté aquellos en los que se usé
rTPA (84%) versus aquellos en los que no. Las redes fueron
ensefadas para cada caso, con las iméagenes en agudo de
las resonancias en secuencias de difusion/ADC, FLAIR y
mapas de perfusion. Se estudiaron las imagenes de cada
paciente al momento de llegada a emergencia y en el
control evolutivo, tanto en el grupo de pacientes que ca-
lificaron para revascularizacién endovenosa como en los
pacientes que no. Lo que el modelo intenta, es predecir
segln la informacién visual que recaba, el tejido poten-
cialmente salvable (area de penumbra) y el tejido que ya
no serd pasible de recuperacion (area de infarto). [13]
Los resultados fueron muy prometedores, al demostrar
que las redes convolucionales basadas

en deep learning tienen una performance sustancialmente
buena para predecir el volumen de infarto potencialmente
reducido de mediar tratamiento con rTPA. Tal es asi, que
dicho trabajo, publicado en 2018 en la seccién de stroke
en el journal de la AHA (American Heart Association)
representa uno de los puntales en el estado de arte de

Figura 5

Imdgenes de resonancia magnética, cortes axiales:

se observa un gran hematoma intraparenquimatoso
parieto-occipital, subcortical, izquierdo. Presenta densidad
heterogénea a expensas de sectores dispuestos de distinta
intensidad, en relacién a sangrado en diferentes estadios.
En la secuencia de susceptibilidad magnética (a derecha),
se identifican mdltiples lesiones de ‘pérdida de senal’,

en ambos hemisferios, de disposicién cortical, sustancia
blanca y subependimaria. Estas imdgenes si bien no
patognoménicas, son altamente sugerentes de patrén

de microsangrados por angiopatia amiloide, entidad
caracteristica de pacientes anosos que a menudo asocia
hematomas lobares. Cortesia Dr. Matias Negrotto.

los protocolos diagnésticos del ACV.

Se piensa que se podria avanzar alglin paso mas en virtud
de la compleja calificacién de los pacientes para revas-
cularizacién en ACV agudo. Tener una herramienta que
establezca con mayor certitud una prediccién del bene-
ficio de un tratamiento, permitirfa solapar ambigtiedades
inter-observador y subjetividades més alla de la propia
experiencia del médico tratante. No implicarfa una susti-
tucién per se, de los escores avalados por la evidencia ya
existentes, sino mas bien un afinamiento en su modalidad
de aplicacion.

c) Segmentacién tumoral y RADIOMICS

Existen multiples software que permiten segmentar las
distintas estructuras de las imagenes digitales, ya sea en
forma automatica o manual. Los radiélogos pueden entre-
nar sistemas en el aprendizaje de estructuras anatémicas,
sus variantes y lesiones.

La importancia de encontrar un sistema capaz de segmen-
tar lesiones intraparenquimatosas radica en su utilidad
diagnéstica, como eventual planificacién quirdrgica y
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control de respuesta.

Con la recopilacién de los datos y el uso de IA, se han
generado marcos de referencia para estimar la probabili-
dad de progresién lesional luego del tratamiento, con el
fin de poder predecir un outcome que auxilie la toma de
decisiones del equipo oncolégico. [14]

Es importante destacar el papel de Radiomics para el estu-
dio de lesiones en andlisis de imagenes general. Podrfamos
definir Radiomics como el método que extrae informacién
numérica de las imagenes médicas. Es una herramienta
que permite trazar mapas a partir de una imagen, hacién-
dolos pasibles de analisis para procesados de Big Data. Es
decir, una manera de caracterizar en forma cuantitativa y
especifica los fenotipos radiolégicos.

Las imégenes estan formadas una matriz que comprende
una escala amplia de coordenadas e intensidades, donde
se confieren texturas, a menudo no objetables por el ojo
humano. Aqui radica el valor agregado del analisis numé-
rico a partir de imagenes. Nos puede permitir no sélo me-
jorar nuestra precision en diagnésticos; sino aportar mayor
informacién, cuantificarla y abrir el horizonte diagnéstico.
Aers y colegas, en 2014; realizaron el primer estudio a
gran escala basado en Radiomics, a partir de cohortes de
pacientes con tumores pulmonares y de la esfera otorri-
nolaringdlogica. Al analizar imagenes de tumores y su
respuesta a tratamiento, pudieron colectar parametros de
texturas en la heterogeneidad intratumoral; que auxilian a
predecir el outcome mediando tratamiento. [15]
También existen mdltiples experiencias respecto a las
lesiones encefdlicas ocupantes de espacio, y precisa-
mente los tumores, que tienen un espectro amplio de
presentaciones; aln perteneciendo a una misma estirpe
anatomopatolégica. Cuando los tumores son de grados
agresivos, poseen realce variable, bordes irregulares y
una heterogeneidad de intensidades intrinseca que puede

Figura 6

Grifico obtenido de una perfusion-TC mediante
software ‘RAPID’ en paciente con stroke.

Estos datos cuantificables son sustrato de
procesamiento en los sistemas deep learning. En el eje
de las ordenadas, vemos como aumenta y disminuye
la densidad del parénquima en unidades Hounsfield a
medida que en el eje de las abscisas, se representa el
tiempo de pasaje del bolo de contraste. Las imdgenes
en conjuncién con los datos escaneados a partir

de una adquisicién de perfusién son pasibles de
recopilarse en modelos DL, de los cuales se pueden
inferir estadisticas y generar modelos de predicciones
a través de los controles.

estar supeditada a fenémenos patol6gicos como necrosis.
Estos hechos determinan que en el global exista dificultad
para una delimitacién manual, aparte de ser una actividad
que consume un tiempo significativo; ha demostrado
presentar variabilidades no sélo en nivel interpersonal
sino también intrapersonal. [16] El andlisis de texturas
y caracteristicas imagenoldgicas mediante estas nuevas
herramientas, permitira ajustar, unificar y perfeccionar los
diagnésticos y la formacién de pronésticos. [17]

d) Deteccién de nédulos pulmonares por IA y anlisis
automatico de radiografias de térax

El cdncer pulmonar es la causa principal de muerte onco-
l6gica a nivel mundial. El manejo diagnéstico del nédulo
pulmonar es un pilar fundamental en el escenario de su
estudio. El sistema de servicios preventivos de Estados
Unidos ha concluido con un nivel de evidencia B: la
recomendacién de realizacién de tomografia de térax de
baja dosis, como screening de cancer pulmonar, en sujetos
con factores de riesgo considerables. [18]

El problema estelar que esta abordando la IA en este tema
clasico de la radiologfa, es de intentar reducir los altos
falsos positivos que se vinculan a los métodos convencio-
nales. Hasta ahora, la cadena desencadenada de costos
por estudios y pruebas diagnésticas (a veces invasivas) a
las que llevan los falsos positivos; no ha logrado verter la
balanza de riesgo/beneficio en favor de justificar con un
nivel de evidencia universal qué poblacién especifica se
beneficiaria del screening TC.

Si bien hoy dia, y luego de anos de discusién no existe
consenso universal sobre en qué pacientes realizar TC
de screening es probable que cada dia aparezcan mas
protocolos con evidencias mas robustas a favor de cuando
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estudiar pacientes asintomdticos. En la medida que mas
estudios de este tipo, se vuelquen a favor de la realizacién
de TC de baja dosis, serd un desafio para el trabajo cotidia-
no del radiélogo, puesto que aumentara significativamente
el caudal de pacientes a estudiar.

La sensibilidad de algunos modelos entrenados con el
data-set de LUNA Challenge, ha tenido resultados tan
prometedores, estimados en una deteccién del 99.2%,
con una especificidad de 99.1%. [19]

Aparte de los avances en el estudio tomografico de térax,
existen multiples modalidades de auxilio diagnéstico ba-
sado en IA, para radiografias de térax. Estdn abocadas no
solo a la deteccién de patologia pulmonar de valor para
el informe del médico radidlogo; sino que van un paso
mas alld en la lectura, para el apoyo de situaciones coti-
dianas de las radiografias que se realizan en la urgencia y
necesitan lectura inmediata del médico tratante. Muchos
de estos programas estan buscando validacion de la FDA
y ya poseen licencias en Unién Europea y otros pafses del
mundo donde se permite su uso como auxilio diagndstico
complementario. Tal es el caso de la herramienta ChestEye
que permite diagnosticar radiografias patoldgicas de térax,
mediante sistema de ‘triagge’, donde las eventuales enti-
dades urgentes se indican como alta prioridad (ejemplo:
neumotérax) y patologias como nédulos pulmonares se
etiquetarian como de mediana prioridad. Aparte de altera-
ciones, mediante mapas de calor, se segmentan en forma
automatica los dispositivos que puede poseer el paciente,
como son catéteres de via venosa central, intubacién
endotraqueal, cardiodesfribilador, etc.

Estos avances en IA, relativos al andlisis de técnicas de
una imagen bidimensional, no volumétricas; como son
las radiograffas de térax, por su relativa menor comple-
jidad; se estan utilizando en varios servicios del mundo
y constituyan probablemente los primeros software con
los que convivamos.

ChestEye Devices: Central Venous Catheter: Superior
Vena Cava Intubation: Correct Position

Webapp link
Copy CAD report to clipboard

Figura 7

Corte axial de tomografia de térax que evidencia nédulo
pulmonar, sélido, subpleural, espiculado, de caracteristicas
sugestivas de agresividad, en paciente con un parénquima
pulmonar enfisematoso. La histopatologia fue compatible
con adenocarcinoma (ex carcinoma bronquiolo-alveolar).
Estos nédulos, segin su tamano y caracteristicas
radioldgicas, serian altamente pasibles de ser detectados
en forma automatico por sistemas de IA (con rendimiento
cercano a 100%). El desafio real de la IA, se encuentra

en aquellos nédulos de tamarios mds pequerios y con
caracteristicas menos prominentes para orientarse a baja o
alta agresividad.

Figura 8

Radiografia de torax, enfoque de
frente; realizada en cama, de paciente
en cuidados intensivos Sanatorio
COMECA, ciudad de Canelones.
Andlisis mediante herramienta
“ChestEye Devices” basada en IA.

Se delimita en mapa de calor en

rojo, la proyeccién del catéter de via
venosa central; asi como el tubo de
intubacién endotraqueal, en este caso
correctamente colocados.
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e) Inteligencia artificial en imagenologia mamaria

La imagenologia mamaria es una subespecialidad con
primordial uso de screening, aunque en este caso, a escala
universal; es por ello, que también cobra relevancia el au-
xilio diagnéstico mediante inteligencia artificial. Décadas
atras, el CAD (software Image Checker M1000) emergié
en como el primer sistema de un auxilio electrénico
asistencial, no basado en IA, para el reconocimiento de
patrones lesionales.

Con el auge de la tomosintesis, sistemas especificos de
CAD basados en deep learning (iCAD) han vuelto a
emerger, y también se planean en otras técnicas como

resonancia magnética y ecografia mamaria. [33]

Al margen de los miiltiples avances, una revisién de Cli-
nical Radiology de mayo de 2019,

considera que alin es temprano para esbozar conclusiones
en esta area puntual. Se necesitaran

evidencias muy potentes que avalen el costo-beneficio
puesto que nos encontramos en un escenario

de primordial interés en salud publica. Se requeriran
trabajos poblacionales basados en enormes

sets de datos y que permitan cumplir la aplicacién de IA
seglin las normativas del reglamento

general de proteccién de datos de la Unién Europea. [20]

- A
CONCLUSIONES ACERCA DEL USO DE DEEP LEARNING EN RADIOLOGIA

Si bien, en informatica es dificil especular sobre el impacto a largo plazo de los desarrollos digitales en
el trabajo humano; si se puede establecer con cercana exactitud a corto o mediano plazo. Las posturas
fatalistas que surgen del seno de la radiologfa, respecto al deep learning y sus avances, nacen de la
amenaza implicita que sugiere, (como todo avance de la era digital) la suplantacién del hombre por
la maquina. Si bien es muy improbable, o al menos estamos lejos, de la suplantacién del radiélogo
por sistemas basados en IA; se piensa que en un no muy largo plazo, los radi6logos que conozcan y
sepan utilizar IA sustituiran a los que no.

Transitamos el inicio de una encrucijada en la radiologfa. Con el avance vertiginoso en técnicas diag-
noésticas, el futuro de nuestra labor parece encaminado a la deteccién meticulosa que ofrecen los
avances tecnolégicos. Pero es preciso entender que paradéjicamente ese terreno de la deteccién, es
donde seremos mas susceptibles a aplicacion de la IA.

Un hecho no menor, respecto al rapido desarrollo de IA en radiologia esta basado en la buena dis-
ponibilidad de acceso a herramientas informaticas y la gratuidad a la que estan sujetas muchas pla-
taformas. Serfa impensado en otras escalas de la medicina contar con los materiales para empezar a
desarrollar, investigar o producir, sin la sobrecotizacién que usualmente se le achaca al terreno médico.
La radiologfa, siendo una disciplina a medio camino de otros terrenos, puede beneficiarse en gran
forma de su posicion, al obtener de un arquetipo ajeno al mundo médico como es el campo de la
tecnologfa informatica; los principios que ordinariamente lo rigen como son el valor de la gratuidad
y el caracter colaborativo. Se podria pensar que en esta suerte de democratizacion del conocimiento,
entendemos que cobra relevancia el poder de desarrollo de los paises pequeiios. [21]

Si bien las universidades de norteamérica y Europa occidental han demostrado estar a la vanguardia de
los grandes progresos del campo, China se posiciona con un nimero no menor de desafios logrados y
galardones en el campo del reconocimiento visual. Israel, ha sido una de las naciones que mas start-
ups ha postulado en las distintas exposiciones mundiales de IA aplicadas a radiologia, ocupando un
lugar especial en el evento estelar organizado a manos de la Sociedad Radiolégica de Norteamérica
(RSNA). Sorprendente de ver el caso de Tel-Aviv, una ciudad en poblacién comparable a Montevideo
con mas proyectos que grandes paises Europa sumados. Es interesante entender desde esta perspec-
tiva el rol que podria intentar seguir Uruguay en su posicién de pequefa economia emergente, cuya
brecha en investigacion no ha hecho mas que quedar relegada frente a potencias desarrolladas en
épocas de medicina basada en evidencia.

En el proceso evolutivo de la inteligencia artificial y su inevitable futura convivencia con la imageno-
logia; deberan ser los radiélogos quienes aprendan a respaldarse con estas técnicas para aumentar
su productividad. Siendo la verdadera amenaza permanecer al margen de dichos desarrollos que
permitiran optimizar los flujos de trabajo y mejorar la calidad en la atencién del paciente.

o J
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